Алгоритм экстракции образующих признаков
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Аннотация. В данной статье предложен алгоритм экстракции «зон интереса» сверточных нейронных сетей, который осуществляется следующим образом: изображение распознаётся для получения общей вероятности отнесения объекта к целевому классу, затем фрагменты изображения перекрываются плавающей маской для получения частных исходов вероятности, значения нормируются и суммируются в общую карту. Пример работы алгоритма экстракции образующих принципов рассмотрен для анализа изображений, полученных с водной инфраструктуры. Результаты исследований и моделирования могут стать основой для улучшения компактных нейросетевых алгоритмов, использоваться в автоматизации процесса подбора специфических признаков.
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I. Введение
Нейросетевые алгоритмы называют «глубокими» относительно описанных Френком Розенблаттом в [1, 5, 6] перцептронов. Глубиной называют наличие множества скрытых слоёв. В современных алгоритмах эти слои, обеспечивая особые свойства и результативность модели [1], ввиду своей нелинейной природы, значительно усложняют интерпретацию содержащейся в модели информации. Для задач машинного обучения зачастую необходимо понимать, какие элементы на изображении являются наиболее важными признаками для отнесения объекта к тому или инному классу. Это позволяет оптимизировать модели глубокого обучения, составлять многокомпонентные ансамбли из моделей, особо чувствительных к данному типу признаков.
Ранее, например в [2], был использован алгоритм распознавания проселочных дорог, опирающийся на иерархический метод извлечения контуров городских дорог в двоичном дереве разделов и, затем, извлечение контуров дорог на основе метода на иерархических уровнях.
Объектом исследования в данной работе являются нейросетевые алгоритмы, которые рассматриваются как детекторы, активирующиеся по совокупности распознанных на изображении признаков.
II. Математическое и алгоритмическое описание 
На примере машин опорных векторов и наивного байесовского классификатора в [3] показано, что большинство классификаторов, обучаемых с учителем, выдают оценки S принадлежности представленных им объектов Хк классу С. 

Если нам заранее известны метки, то P(C|X)=1 для экземпляров, отмеченных меткой класса Cи, 
P(C|X)=0 – для остальных. Тогда, при условии что модель обучена верно, не происходит переобучения, оценки классификации S(X) могут быть использованы для определения вероятности отнесения объекта к классу [image: image2.png]P(C|X)



 [4].
На примере наивного байесовского классификатора становится очевидным, что если для двух объектов Y и X:
[image: image4.png]S(X) < 5(Y),To P(X|C) < P(Y|C)



.   (1)

Это свойство, при учёте того, что целью обучения является минимизация перекрёстной энтропии, позволяет использовать оценки принадлежности к классу, как грубое приближение вероятностей отнесения объектов Xк классу C (это приближение тем хуже отражает вероятность, чем неравномернее представлены данные в обучающем наборе [3]).
Для нормирования карты областей интереса алгоритм использует свойство маргинального распределения:
[image: image5.png]VxeX,P(X =x) = z P(X=x4=a)




(2)
где в качестве первой случайной величины рассматривается вероятность отнесения объекта к классу, а второй является вероятность отнесения объекта к классу с учётом нанесённой маски.
На рис. 1 представлена блок-схема работы алгоритма. Первым шагом в обученный детектор подаётся исходное изображение как набор пикселей с координатами X, Y и цветом (RGB), по результату распознания собираются его мажорные классы и значение функции принадлежности. 

Затем, циклически, с точностью до пикселя Xi, Yi, на поверхность исходного изображения наносится перемещающаяся блокирующая маска (уменьшающегося размера, переменной формы) размером Xm, Ym.

Применение масок различной геометрии из коллекции правил размеров и размещения Gt, [image: image7.png]t € [0O,N]



 (квадрат/круг/ прямоугольник/ *) позволяет определять на изображении зоны интереса различной формы.

Для каждого положения маски и заблокированной ей области строится карта значения функции принадлежности, полученные значения накапливаются в тензоре. Накопленные данные нормализуются одним из следующих способов: деление на число проходов цикла через пиксель, / деление на константу, * деление на среднее). Полученная в результате карта отражает области наивысшего интереса для используемого алгоритма и может применяться в процессе настройки модели.
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Рис. 1.  Блок схема алгоритма построения карт
На рис. 2 показаны этапы работы алгоритма:

· 2а (верхний левый) – перекрытие маской изображения с мажорными классами «лодка» – 0.9237…, «лодка весельная» – 0,8704…;
· 2б (нижний левый) – разность результата распознавания изображения, перекрытого маской, и оригинала по классу «лодка» – 0.9237 – 0.9150 = 0.0087, наложенного на область маски;
· 2в, 2д – маски различной формы перемещаются по пространству изображения;
· 2г – промежуточный результат работы алгоритма для нескольких масок;
· 2е – нормированная карта интереса с порогом отсечения равным 0.001.
[image: image9.png]



Рис. 2.  Графическое представление работы алгоритма

Закрытая чёрной маской область снижает вероятность отнесения объекта к классу, когда перекрывает собой один или несколько существенных для класса признаков. Эта информация наносится на карту признаков, отображаемую в виде цвета. Перемещая маску по изображению, получается слой карты для маски t. Перед завершением алгоритм суммирует карты и отображает нормированную информацию.

III. Заключение

Как показано в [6], для интерпретации данных классификаторов полезно использовать апостериорную вероятность отнесения объекта к классу, для этого многие современные алгоритмы используют перекрёстную энтропию в качестве целевой функции. 
В работе мы показали, что это свойство удобно использовать для построения карт областей интереса алгоритмов нейронных сетей.

Дальнейшим развитием темы является исследование возможности применения полученных данных для обобщения и разложения модели на отдельные специфичные к признакам детекторы. Потенциально ансамбли из таких детекторов могут быть решением для низкопроизводительных бортовых вычислителей (высокая степень распараллеливания вычислений, возможность отключать отдельные детекторы для достижения минимально необходимых показателей качества распознавания). 
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